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Einfuhrung

* Flir maschinelle Ubersetzungsmodelle ist das Ubersetzen von
Redewendungen immer noch eine Herausforderung

* Sie tendieren dazu, die Redewendungen kompositionell und damit zu
wortlich zu ubersetzten

* Dankers, Lucas, und Titov 2022 kritisieren daher die Tendenz,

Kompositionelle Generalisierung von Ubersetzungsmodellen noch zu
fordern

German source sentence
Ich werde mit der Tiir ins Haus fallen .

English gold translation
I will come straight to the point .

Transformer's translation

i &apos:;m going to drop in the house with the door .



Einfuhrung

* Dankers, Lucas, und Titov 2022 schlagen stattdessen einen
Multitask Learning (MTL) Ansatz vor, bei dem Idiomerkennung
trainiert wird

* In meiner Arbeit habe ich dafur mehrere MTL-Modelle trainiert, die
parallel zum Ubersetzen das Erkennen von Idiomen in den

Quellsatzen lernt

* Einige Modelle nutzen die Ausgabe ihrer Idiom-Tagging-Module,
um die Attention-Muster des Transformers zu modifizieren

* Die Modifizierungen basieren auf Beobachtungen, die Dankers,
Lucas, und Titov 2022 fur Falle gemacht haben, in denen der
Transformer Redewendungen richtig ubersetzt



Dankers, Lucas and Titov 2022s Beobachtungen
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Daten

* Parallel-Korpus fiir den Ubersetzungstask:
* IWSLT14 Deutsch > Englisch

* ,Examiningthe Tip of the Iceberg: A Data Set for Idiom Translation
(Fadaee, Bisazza, und Monz 2018)

* |diom Label fur die deutschen Quellsatze:
* Automatisch generierte Silbertrainingsdaten
* Dazu verwendeter Idiom-tagger: ID10M (Tedeschi et al. 2022)

* Grund fur diese Wahl:

e Multi-lingual

* Sequence-Labeling anstatt binarer Klassifizierung von Phrasen
* Probleme:

* Hat in seinen Trainingsdate viele Kollokationen mit wortlichem Sinn
z.b. «Die Herausforderung annehmen» oder «Die Kontrolle verlieren»

* Daher sind in meinem Trainingsdaten leider viele solcher Phrasen als Idiome
gekennzeichnet und viele richtige Idiome wurden ubersehen



Daten
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Getestete Multitask-Learning Architekturen

Ohne Attention Modifizierung
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Getestete Multitask-Learning Architekturen
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Getestete Multitask-Learning Architekturen
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Getestete Multitask-Learning Architekturen
Cross-Attention 2
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Getestete Multitask-Learning Architekturen
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Getestete Multitask-Learning Architekturen
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Getestete Multitask-Learning Architekturen
Special Head 2
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Evaluation
Haupttask: Ubersetzung vom Deutschen ins Englische

BLEU  accuracy accuracy accuracy

all idioms I-IDIOM I-/B-IDIOM

F1 >0 F1 >0

Vanilla | 30.44 416.63 56.31 64.66

BiLSTM | 30.44 48.31 60.36 69.17

Linear | 30.57 48.03 62.16 72.18
Cross-Attention | 30.65 47.47 59.01 70.68
Cross-Attention2 | 30.65 44.94 57.21 63.16
Special Head | 30.46 44.38 56.76 68.42
Special Head 2 | 30.58 44.94 h&.11 69.93




Evaluation

Hilfstask: Detektieren von Redewendungen in den Quellsatzen

Model | Cross Entropy Loss Precision  Recall F1-Score
LSTM 0.8950 12.25 7.41.43  9.23
Lincar 0.8670 61.29 9.07 1.67 15.8
CrossAttention 0.8652 09.06 4.77 0.48 8.79
CrossAttention?2 0.8642 62.5 3.082.15  6.77
Special Head 0.8659 52.17 5.73 1.43 10.32
Special Head 2 0.8659 62.86 5.25 1.91 9.69



Evaluation
Hilfstask: Detektieren von Redewendungen in den Quellsatzen

Proportion of detected and not detected idioms that were not labeld in the silver traing data
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Interpretation der unterschiedlichen Modellergebnisse
Modelle, die die Attentionmuster nicht modifizieren:

* Linear-Layer Version ubersetzt Idiome am besten von allen Modellen und
der Idiomtagger hat den hohsten Recall und beste
Generalisierungsfahigkeit

* BiLSTM Version scheint Wissen uber Idiome nicht wirklich zu verwenden.
Verbesserte [diomubersetzungs-Accuracy wahrscheinlich durch erhohte
Anzahl an Parametern

* Mit Probing Information Uber idiomatizitat In den Embeddings untersuchen
spannend an dieser Stelle
(Vergleich: Klublicka, Nedumpozhimana, and Kelleher 2023)



Interpretation der unterschiedlichen Modellergebnisse
Cross-Attention modifizierende Modelle

 Beide haben besten BLEU-score
Von den Attentionmustern modifizierenden Modellen ist,,Cross-Attention1“ das beste

Die Idiomtranslationaccuracy von ,,Cross-Attention2“ist deutlich geringer

* Beide haben einen sehr niedrigen Recall, aber ,,Cross-Attention2“ kann besser
generalisiern > Probing auch hier spannend

Proportion of detected and not detected idioms that were not labeld in the silver traing data
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Interpretation der unterschiedlichen Modellergebnisse
Self-Attention modifizierende Modelle mit spezialisiertem Attention-Head:

* Profitieren am meisten von richtig gelabelten
ldiominstanzen in den Trainingsdaten

e /weite Version ohne Gewichte und Maske, die Attention
zwischen Idiomen und Kontext in beide Rlchtungen
reduziert, funktioniert besser

* Noch zu testen: Was paSS|ert,cwenn sich mehrerg Idiome in
einem Satz befinden
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Interpretation der unterschiedlichen Modellergebnisse
Self-Attention modifizierende Modelle mit spezialisiertem
Attention-Head:
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ldeen zur Verbesserung fur alle Modelle

* Qualitat der Trainingsdaten fur die Idiomerkennung verbessern
* Mehr Daten vorhanden fur Englisch > Deutsch
* |diom-tagging Moulde konnten dann beispielsweise mit PIE corpus (Zhou et al.
2021) fine-getuned werden
* Fahigkeit der Idiomtagging-Module zur Generalisierung verbessern:
* Zusatzlicher Hilfstagsk Pos-tagging
* Ausweitung zu einem multi-lingualen Modell
* |diome paraphrasieren lernen (auch mit PIE corpus moglich)

* Probing mit MAGPIE (wie bei Klublicka et al. 2023), um kontextualisierte
Embeddings auf Information Uber Idiomazitat zu uberbrufen

 Code einsehbar unter:
https://github.com/LeHarter/joeynmt_MTL_Idiomtranslation



https://github.com/LeHarter/joeynmt_MTL_Idiomtranslation

Gibt es Fragen?
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Evaluation
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Evaluation
Haupttask: Ubersetzung vom Deutschen ins Englische
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Getestete Multitask-Learning Architekturen
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